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ANEXO I1l. SPECIFIC BUSINESS FORECASTS

El presente apartado tiene por objeto describir los componentes del BPM orientados a la aplicacion
de Machine Learning en Imatek Cloud. Se describird su funcionamiento y se daran pautas y

recomendaciones para optimizar el entrenamiento de los modelos.

1.  Generacion de losmodelos

Para generar los modelos de Machine Learning es necesario recurrir al componente
“GenModelSpecificBusinessForecasts”. Este componente ajusta de forma automatica un modelo de
Machine Learning a nuestros datos. Para su correcta configuracion debemos conocer sus

correspondientes parametros;

e TAG: sefial sobre la que vamos a ajustar el modelo. El modelo ajustado aprendera de los datos
de esta sefial a fin de realizar predicciones de calidad de forma automatica.

e Interval: marca (en segundos) de los datos historicos sobre los cuales se entrenara el modelo.
Por ejemplo, si se introduce el valor 900 el modelo utilizard datos del TAG indicado a marca
de 15 minutos. El valor O indica la méxima frecuencia.

e Init Date: fecha de inicio de los histéricos utilizados para entrenar el modelo.
e End Date: fecha de fin de los histéricos utilizados para entrenar el modelo.
e Forecast Type: tipo de algoritmo de Machine Learning utilizado. Las posibles opciones son:

0 xgb: XGBoost. Este algoritmo es el seleccionado por defecto. Se basa en el Gradient
Boosting y, en esencia, lo que hace es ajustar modelos “simples” de forma iterativa a
los datos de forma que las predicciones generadas son calculadas teniendo en cuenta
la informacién contenida en todos estos modelos. Este tipo de algoritmos son muy
populares debido a su gran poder predictivo.

o0 svm: Maquinas de Soporte Vectorial. Este tipo de modelos transportan los datos a
dimensiones superiores, facilitando asi la posterior prediccion. Se ha utilizado la funcion
de base radial como Kernel.

o rf: Random Forest. Se basa en el Bagging y consiste en una agrupacién de distintos
arboles de decisién, cada uno de ellos generado con particiones distintas de los datos.
De esta forma conseguimos obtener predicciones no muy sesgadas y con una varianza
baja. Este algoritmo es muy popular debido a su adaptabilidad a todo tipo de
problemas.

o kknn: Weighted K-Nearest Neighbors. Este algoritmo calcula las predicciones a partir
de una suma ponderada de las K observaciones mas “cercanas” de acuerdo con la
distancia de Minkowski. Estas ponderaciones se calculan con la ayuda de una funcién
Kernel.
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Number Combinations: este parametro controla el numero de combinaciones de
hiperpardmetros sobre las cuales se buscara el modelo dptimo. Los algoritmos de Machine
Learning dependen en gran manera del valor de sus hiperpardmetros por lo tanto Imatek Cloud
busca automaticamente la combinacion éptima de estos a fin de obtener unas predicciones de
calidad. Un ejemplo de Number Combinations podria ser 5.

K Folds: nimero de particiones a realizar en los datos para la validacién cruzada. Durante el
entrenamiento del modelo se realizan comprobaciones de la precisién de este sobre distintas
particiones de los datos (a fin de seleccionar el 6ptimo), a este proceso se le conoce como
Validacion Cruzada. Con este pardmetro controlamos el nimero de particiones a realizar en
nuestros datos durante el proceso de entrenamiento. Un ejemplo de K Folds podria ser 4.

Validation Percentage: Para seleccionar la estructura de datos Optima sobre la que se ha
entrenado el modelo se reserva un % de los datos de entrenamiento para calcular el poder
predictivo de estos modelos. Este parametro controla ese %. Un ejemplo de Validation
Percentage podria ser 5. Dado que diferentes usuarios pueden querer escribir el porcentaje de
validacién de diferentes modos, estos se pueden escribir de diferentes modos: 5% se podria

escribir como:

o 5
o 0.05
o 0,05

¢ Model Name: Nombre del modelo con el que sera guardado en base de datos.

En caso de no rellenar alguno de estos campos se rellenaran con los datos por defecto:

Campo Valor por defecto Valor Minimo Valor Maximo
TAG = = =
Interval 0 0 -

Init Date Hace un mes 01/01/1970 =

End Date Ahora 01/01/1970 -
Forecast Type xgb - -
Number Combination 3 1 20?

K Folds 3 2 10?
Validation Percentage 10 10 50
Model Name = = =

Una vez configurado el componente “GenModelSpecificBusinessForecasts” es necesario enganchar un

componente que lo inicialice, por ejemplo, un “Timer” que controla su activacion, a partir de una

expresion Cron, indicando la frecuencia con la que se genera un nuevo modelo. De forma analoga

podremos enganchar otros tipos de componente, como una sefial digital que activara la generacion del

modelo cada vez que devuelva el estado “true”.
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A continuacién, se muestra un ejemplo de entrenamiento de un modelo en BPM:
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2. Prediccion

Una vez entrenado el modelo es posible generar predicciones de dos formas distintas:

a) Grafica de prediccion

Desde la grafica de prediccién es posible cargar los modelos entrenados y generar predicciones con

ellos. Para ello hay que seleccionar el tipo de prediccion “Specific Business Forecast”.

Holt Winters
Tendencia

Newton

Spedfic Business Forecast

Se abrird una ventana con todos los modelos disponibles. Si seleccionamos uno entrenado sobre la

sefial seleccionada se generaran automaticamente las predicciones en el periodo deseado:

1001.C =« (PSER1001.C

Analogamente desde el menu de Opciones avanzadas de grafica, en la pestafia de prediccion
podremos seleccionar como tipo de prediccion “Specific Business Forecast” y seleccionar el modelo

concreto para cada una de nuestras sefiales.

Datos Prediccion  Aspecto

Tipo Prediccion: Specific Business Forecast =

Modelo
seleccionado:

Ajuste Prediccion: KEIGISIRERIERG] ~
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b) Componente del BPM

Con el componente “PredictionSBF” es posible generar predicciones en tiempo real a fin de estudiar la
evolucion de las predicciones, comparar distintos modelos o incluso comparar las predicciones con

los valores reales. A continuacién, se muestran sus respectivos argumentos:

e Model: Modelo previamente entrenado y que se utilizara para la generacion de las
predicciones.

e Timeout Tiempo maximo en segundos de ejecucion de la prediccion en R.
Por defecto es 60.

¢ Max Memory: Maxima cantidad de memoria en KB a utilizar por el proceso de prediccion en
R. Por defecto es 10240 = 10MB.

e Forecast Time: Horizonte de tiempo en el que se generaran las predicciones.
Por defecto es 900 lo que significa que las predicciones se generaran para dentro de 15
minutos. Es decir, si el proceso se dispara cada 15 minutos, y tenemos un Forecast Time de
900, entonces, por ejemplo, tendriamos:

Hora de ejecucion Hora que se intenta predecir
13:00 13:15
13:15 13:30
13:30 13:45
13:45 14:00

En caso de no rellenar alguno de estos campos se rellenaran con los datos por defecto:

Campo Valor por defecto Valor Minimo Valor Maximo
Model = = -
Timeout 60 1 -
Max Memory 10240 1 -
Forecast Time 900 1 -

Al igual que con el componente de generacion, es necesario enganchar un componente “Timer” que
marcara el ritmo de generacion de las predicciones u otro componente que lo active. Ademas, también
en este caso necesitamos afiadir una sefial a partir de una puerta de salida del componente de

prediccion. Sobre esta sefial se volcaran las predicciones generadas por el correspondiente modelo.
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3. Recomendaciones para el entrenamiento de modelos

El entrenamiento de un modelo de Machine Learning es un proceso complejo a nivel computacional,
por ello se mencionan a continuacién algunas caracteristicas del proceso para tener en cuenta para

optimizar el entrenamiento de estos modelos:

e Cantidad de datos: Depende de las fechas de inicio y fin y de la marca a la que recojamos los
histéricos. Cuantos mas datos se utilicen para entrenar el modelo mayor va a ser el tiempo que
tarde en entrenarse, es por esto por lo que conviene vigilar la cantidad de datos que
introducimos en el entrenamiento. Se recomienda escoger la sefial que pretendemos utilizar
en el grid de puntos e ir a la seccion de Historicos, alli podremos seleccionar las fechas y el
intervalo que deseemos.

Historics (Records: 100 of ~ 737)

# | e[10011 ~| [24052016 11:20 | [31/052018 11:20 | [Auto (1) | Without interpolate- >l A

Historics (Records: 100 of ~ 17.688)

& | ae:[10010 o] [24052016 1129 | [31/0512018 1129 | [1n ~| Without interpolate- >t A
Historics (Records: 100 of ~ 212.256)
# | 7AG[10011  ~| [24i052016 11:28 | [31/052018 11:20 | |5 ~] Without interpolate- T A

Como podemos ver en el ejemplo anterior, pedimos un intervalo de 2 afios.

Marca 1d = 86400 segundos | 1h = 3600 segundos 5’ = 300 segundos

Datos ~737 ~17688 ~212256

*El maximo de datos esta establecido en 200000 por varios motivos.

1. Fiabilidad (Cuando se toman marcas muy pequefias lo que haremos sera introducir
ruido a nuestra muestra, esto redundara en errores, inestabilidad y poca fiabilidad de
las predicciones)

2. Velocidad (Lavelocidad sera mayor cuanto menor sea la cantidad de datos a manejar)

3. Memoria (Cuantos mas datos se utilicen, mayor sera la cantidad de memoria necesaria,
asi mismo el modelo generado por el entrenamiento también tendra un tamafio
mayor).

Ademas, es mas conveniente entrenar un nuevo modelo mas actualizado, que generar modelos
mucho mas complejos, que muchas veces no aportan practicamente nada (A veces incluso son

contraproducentes por generar sobreajuste).

Veamoslo con un ejemplo:

Tenemos historicos de temperaturas de los Gltimos 6 meses, nos encontramos en Julio, y queremos
hacer predicciones para los préoximos 2 dias, para ello tomamos datos cada 15 minutos
(aproximadamente, unos 17280 datos), pero estos datos pertenecen a los meses de enero a junio, con
lo cual estaremos utilizando temperaturas de enero, febrero y marzo para predecir las temperaturas

de Julio.
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Estos datos o bien aportaran poca informacién o la informacion que soportan es muy limitada o en el
peor caso, aportan informacion que el algoritmo toma como informacién relevante, y quenos aportara
datos de temperaturas en enero para predecir las de julio. Seria mucho mas interesante tomar el altimo
mes 0 mejor aun, tomar los Ultimos 26 meses a marca de hora (18720 datos) o los tGltimos 50 meses a
marca de 2 horas (18000 datos). Con esto tomariamos o una época del afio cercana o podriamos tener

datos del comportamiento de la sefial en afios anteriores en la misma época.

Por eso es muy importante tomar los datos de entrenamiento con inteligencia, y conociendo las
seflales que vamos a predecir, no coger muchos datos sin sentido y sin conocer que es lo que

queremos predecir.

e Number Combinations y K Folds: Estos dos parametros determinan el nimero de modelos
que se van a entrenar de forma que el numero de modelos entrenados sera
(NumberCombinations < K Folds) + 1. De todos ellos se seleccionard automaticamente el
optimo por lo que siempre acabaremos con un Unico modelo. Es importante controlar estas
cantidades dado el coste computacional de entrenar cadamodelo.

Es totalmente comprensible entrenar una cantidad grande de modelos o utilizar una cantidad grande
de datos, sin embargo, es importante tener en cuenta el correspondiente coste computacional que

ello conlleva, ademas de ajustar de manera acorde el componente “Timer".

A continuacion, se muestra una tabla con el tiempo de algunos entrenamientos reales a fin de ver la

diferencia de los tiempos de acuerdo con los valores de los distintos parametros:

a) Tablareal:
Datos Interval Datos Forecast Number K Tiempo en R
(Cantidad) Type Combinations | Folds (segundos)
10 3600 segundos = 1 hora ~ 7000 rf 3 3 24
meses
10 900 segundos = 15 ~ 28000 rf 3 3 40
meses minutos
10 900 segundos = 15 ~ 28000 rf 10 5 151
meses minutos
10 900 segundos = 15 ~ 28000 xgb 5 5 68
meses minutos
1 mes maxima ~ 43000 rf 3 3 43
12 3600 segundos = 1 hora ~ 8600 kknn 1 2 84
meses
4 meses | 3600 segundos =1 hora ~ 2800 svm 1 2 23
15 dias maxima ~ 21000 xgh 5 5 152
1 mes maxima ~ 43000 kknn 1 2 777
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b) Tabla ficticia: simulada en base a los datos anteriores:
Datos Interval Datos Forecast Number K Tiempo en R
(Cantidad) Type Combinations | Folds (segundos)

10 3600 segundos = 1 hora ~ 7000 rf 3 3 24
meses

10 3600 segundos = 1 hora ~ 7000 rf 1 2 10
meses

10 3600 segundos = 1 hora ~ 7000 rf 20 10 125
meses

10 3600 segundos = 1 hora ~ 7000 rf 10 3 37
meses

10 3600 segundos = 1 hora ~ 7000 rf 10 4 40
meses

10 900 segundos = 15 ~ 28000 rf 3 3 40
meses minutos

10 900 segundos = 15 ~ 28000 rf 1 2 15
meses minutos

10 900 segundos = 15 ~ 28000 rf 20 10 210
meses minutos

10 900 segundos = 15 ~ 28000 rf 10 3 60
meses minutos

10 900 segundos = 15 ~ 28000 rf 10 4 70
meses minutos

10 900 segundos = 15 ~ 28000 rf 10 5 151
meses minutos

10 900 segundos = 15 ~ 28000 xgb 5 5 68
meses minutos

10 900 segundos = 15 ~ 28000 xgb 1 2 18
meses minutos

10 900 segundos = 15 ~ 28000 xgb 10 5 200
meses minutos

10 900 segundos = 15 ~ 28000 xgb 20 5 385
meses minutos
1 mes maxima ~ 43000 rf 3 3 43
1 mes maxima ~ 43000 rf 1 2 20
1 mes maxima ~ 43000 rf 10 3 95
1 mes maxima ~ 43000 rf 10 4 110
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12 3600 segundos = 1 hora ~ 8600 kknn 1 84
meses

12 3600 segundos = 1 hora ~ 8600 kknn 10 900
meses

12 3600 segundos = 1 hora ~ 8600 kknn 10 1200
meses

4 meses | 3600 segundos =1 hora ~ 2800 svm 1 23

15 dias maxima ~ 21000 xgh 5 152
1 mes maxima ~ 43000 kknn 1 777

Observaciones:

Todos estos tiempos son aproximados, y valen para tener una idea aproximada de los tiempos de
ejecucion.

Estos tiempos variaran dependiendo de la maquina en que sean ejecutados y las demas tareas
que se estén ejecutando.

Para obtener un rendimiento 6ptimo se recomienda que los procesos de generacion de modelos
se ejecuten mientras no hay usuarios activos, o en momentos en que la actividad es menor, para
gue estos se ejecuten de tal forma que no afecte a los usuarios.

Se puede apreciar como el tiempo aumenta principalmente con el nimero de datos introducidos
al modelo y el numero de modelos (los tiempos aqui presentados son orientativos y dependeran
de la maquinay de los procesos que se ejecutan paralelamente).

Es recomendable que, cuando se empiecen a utilizar estos componentes se fijen los parametros
del entrenamiento de manera que se pueda iterar facilmente entre distintos modelos, datos, etc.
de esta forma vamos a poder apreciar la mejor combinacién de parametros para nuestros datos y
dados nuestros recursos. Una vez sepamos todo esto podemos probar a realizar entrenamientos
mas intensivos y pesados.

No existen casos concretos en los cuales convenga elegir un algoritmo (Forecast Type) sobre
otros. Sin embargo, hay escenarios en los que, segun los objetivos a perseguir, convenga hacer
pruebas con unos modelos antes que con otros. Si estamos ante una sefial con un comportamiento
mas o menos regular a largo plazo es probable que lo que mejor se ajuste sea un kknn, sin
embargo, si estos periodos se muestran a corto plazo conviene probar con un rf. Si se pretende
obtener unas predicciones mas suaves y con menos ruido tiene mas sentido utilizar un rf, si la sefial
no presenta una estructura clara a simple vista es buena idea probar con un xgb.

De todos modos, solo la experienciay el conocimiento del usuario sobre las sefialesy lo que quiere
obtener conseguira que los resultados sean correctos, tomando los datos necesarios para las
predicciones, y explotandolos de forma inteligente.
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Para mas informacion, ver el Anexo IV - CronExpressions. Ejemplos de expresiones CRON:

015107 **

Lanzar a las 10:15am cada dia.

00/514 **7?

Lanzar cada 5 minutos, comenzando a las

2:00pm y finalizando a las 2:55pm, cada dia.

00/5 14,18 **?

Lanzar cada 5 minutos, comenzando a las
2:00pm vy finalizando a las 2:55pm y lanzar
cada 5 minutos, comenzando a las 6:00pm y

finalizando a las 6:55pm, cada dia.

00-514**?

Lanzar cada minuto, comenzando a las

2:00pm y finalizando a las 2:05pm, cada dia.

010,44 14 ? 3 WED

Lanzar a las 2:10pm y a las 2:44 pm cada
miércoles del mes de marzo.

0151015*7? Lanzar a las 10:15am el dia 15 de cada mes.

01510L*? Lanzar a las 10:15am el Gltimo dia de cada mes.

01510 L-2*? Lanzar a las 10:15am 2 dias antes de final de
mes, cada mes.

01510?*6L Lanzar a las 10:15am el ultimo viernes de cada

mes.

015107 *6#3

Lanzar a las 10:15am el tercer viernes de cada

mes.

0012 1/5*?

Lanzar a las 12:00pm (mediodia) cada 5 dias,
comenzando el dia 1 del mes, cada mes.
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